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Google, 14 Mayis 2024 tarihinde acgik agirlikli (open-weight) olan PaliGemma goérsel dil modelini yayinladi. 5 Aralik 2024
tarihinde ise "PaliGemma 2: A Family of Versatile VLMs for Transfer" makalesiyle PaliGemma ile ayni mimariyi kullanan
PaliGemma 2 gorsel dil modelini yayinladi.

PaliGemma ve PaliGemma 2 benzer bir multimodal mimari yaklagimini paylasmaktadir. Her iki model ailesinde de SigLIP-
S0400m gorsel encoder't kullanilmaktadir. Ancak PaliGemma, Gemma 1 2B dil modelini kullanirken PaliGemma 2,
Gemma 2 ailesindeki 2B, 9B ve 27B dil modelleriyle sunulmaktadir.

Ozetle PaliGemma 2 gérsel dil modeli, orijinal modelin Gemma 2 ailesiyle entegre edilerek dlceklendirilmis ve kapasitesi
artinlmis halidir. Ayrica PaliGemma 2, birgok benchmark'ta PaliGemma'ya kiyasla daha ylksek performans
gostermektedir. Bununla birlikte iyilesme her gérevde gézlenmemektedir.

PaliGemma 2 goriintii dil modeli tam olarak nedir ve hangi gorevlerde kullanilir?

PaliGemma 2 gorsel dil modeli; gorsel (resim) ve metinsel (yazi) girdileri beraber isleyerek metin tabanli giktilar ureten bir
yapay zeka modelidir. Temel olarak Gorsel Soru Cevaplama (VQA), Gorsel Betimleme/Agiklama (Image Captioning) ve
Nesne Tespiti (Object Detection) gibi karmasik gorevlerde kullanilmak Gizere tasarlanmistir.

Modelin gorsel ve metin girdilerini birlikte isleyerek anlaml bir metinsel gikti Uretebildigini dogrulamak amaciyla 6rnek bir
inference gergeklestirilmistir. Bu deneyde, modele yukaridaki gorsel ile birlikte “Bu resimde tam olarak ne gériiyorsun?
Detayli bir sekilde acikla.” metin girdisi saglanmistir. Model, gorseldeki iki kediyi ve gevresindeki ip yiginini dogru bigimde
tanimlayarak “lki kedi bir yigin ipte yatiyor.” giktisini Gretmistir.



Bu metin girdisinde detayli bir agiklama istenmesine ragmen PaliGemma 2 gorsel dil modeli bizlere kisa bir agiklama
Uretmistir. Bu durum, PaliGemma 2’nin sohbet dil modeli yerine kisa gorev istemleriyle egitilmis bir model olmasindan
kaynaklanmaktadir.

Kullanilan inference ortami ve ¢alistirma adimlarn Google Colab notebookunda sunulmustur.

Peki “PaliGemma 2: A Family of Versatile VLMs for Transfer” makalesi PaliGemma 2 dil modeli hakkinda tam olarak
ne anlatmaktadir?

Makale, bizlere PaliGemma 2 gérsel dil modelinde Gemma 2 dil modelinin farkl boyutlarinin kullanilmasinin ve modeli
egitirken farkli ¢ozundarliklerin kullanilmasinin nasil avantajlar ve dezavantajlar sagladigini agiklamaktadir. Makaledeki 3B,
10B ve 28B ifadeleri PaliGemma 2'nin toplam parametre boyutlarini ifade etmektedir.

Model, farkli gozlnurliklerde ve agsamalarda egitilerek transfer 6grenmeye uygun temel modeller olusturmus; ardindan bu
modeller farkli gérevler icin fine-tune edilerek benchmarklarda degerlendirilmistir.

1. Asama: Onceden egitilmis SigLIP-S0400m ve Gemma 2 modellerinin ham versiyonlari birlestirilerek 1 milyar

ornek ile egitilir. 1 milyar 6rnekteki resimler 224 x 224 ¢oézunurlugindedir.

2. Asama: ilk olarak 50 milyon adet 448 x 448 ¢6zinurligiindeki resimler ile egitilir. Ardindan 10 milyon adet 896 %
896 ¢ozunurliglindeki resimler ile egitilir.

3. Asama: 1. veya 2. asamadaki modele egitildigi c6ziinirliige bagl olarak belirli gérevler ve amaglar igin fine-tuning
(ince ayar) uygulanabilir. Sonrasinda PaliGemma 2 modeli ¢esitli akademik benchmarklar Gzerinde
degerlendirilmistir. Bu benchmarklar arasinda birden fazla gértntu ve kisa videolar igeren gorevler de
bulunmaktadir.

Ayrica 1. ve 2. agsamadaki modellere, modellerin boyutlarina gore 6grenme orani (learning rate) uygulanmistir. Ana
dgrenme orani (learning rate) olarak 2x10~° baz alinmistir. Asagidaki tabloda uygulanan 6grenme oranlari yer almaktadir:

Model Stage 1 Stage 2
PaliGemma 2 3B 2x107°x 0.5=1%10"° 2x107°x0.5=1%x10"°
PaliGemma 2 10B 2x107°x 0.25=5x10"° 2x107°x0.25=5x10"°
PaliGemma 2 28B 2x107° % 0.25 =5x107° 2x107° x 0.25 =5x107°

(Tablo 1)
Bu gorselde PaliGemma 2'nin farkli parametreli versiyonlari igin gozunurluklere gore egitim maliyetleri verilmistir:

Training cost / example

Vision Encoder LLM Params. 224px? 448px? 896px?
PaliGemma 2 3B Gemma 2 2B 3.0B 1.0 4.6 23.5
PaliGemma 2 10B SigLIP-S0400m Gemma 2 9B G.7B 3.7 18.3 67.7
PaliGemma 2 28B Gemma 2 27B  27.7B 18.9 63.5 ~155.6

(Kaynak: “PaliGemma 2: A Family of Versatile VL Ms for Transfer”)
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Model ¢ozUnurliglinua 224 % 224 ¢ozunurliglnden 448 X 448 ¢ozunurligune artirdigimiz da veya model parametresini 3
milyar (3B) parametreden 10 milyar (10B) parametreye ¢ikardigimizda elde edilen goreceli iyilesmeleri gosteren
benchmark sonuglari asagidaki grafikte yer almaktadir:
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(Kaynak: “PaliGemma 2: A Family of Versatile VL Ms for Transfer”)

Model ¢ozUnurligunl veya boyutunu artirmanin FLOPs (islemci guicl gereksinimi) Gzerinde de etkisi bulunmaktadir.

Yaklasim Degisiklik Hesaplama

maliyeti

Model Gemma 2 dil modelini 2B'den 9B'ye ¢ikarma; PaliGemma 2 toplam model boyutunu 3,7x FLOPs

boyutunu yaklasik 3B'den 10B'ye ylkseltme

artirma

Coziinurlugu 3B PaliGemma 2 modelinde ¢ozunurlugu 224 x 224'ten 448 x 448'e gikarma 4,6x FLOPs

artirma

(Tablo 2)

Yesilrenk ile isaretlenen gorevler, modelin hem ¢6zUnurligunin hem de boyutunun artirlmasindan performans artisi
saglandigini gostermektedir. Sari renk ile isaretlenen gorevler yazi, dokiiman, ekran ve grafik anlama gérevlerinde modelin
¢Ozunurligunun artinlmasindan performans artigi saglandigini gostermektedir. Mavi renk ile isaretlenen gorevler ise
model boyutunun artinlmasindan daha fazla performans artisi saglamaktadir. Bu gorevlerin bazilar gok dilli verilerigeren
XM3600 gibi benchmarklari kapsarken bazilari Al2D, CountBenchQA ve NLVR2 gibi ileri duzey gorsel muhakeme gerektiren
gorevlerden olusmaktadir.

Model boyutunu 28 milyar parametreye (28B) ylkseltmek ise gorevlere bagli olarak orta dlizey performans artislari
saglamaktadir veya hi¢ performans artigi saglamamaktadir. Bu durumda mimkun olan en iyi performansi elde etmek
isteyen ve hesaplama glicu ile gecikme suresi ile ilgili herhangi bir sorunlari bulunmayan kisiler en buyik PaliGemma 2
modelini (PaliGemma 2 28B) kullanmayi tercih edebilir.

Model boyutu ve ¢ozunurligun transfer performansi Uzerindeki etkisini gosteren sonuglar asagidaki grafikte verilmisgtir.
Grafiklerde 3B, 10B ve 28B model boyutlari karsilastinilmistir. Daha agik renkli gizgiler 448 x 448 ¢ozUnurligu temsil
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etmektedir. Golgeli alanlar standart sapmayi gostermektedir. Gorevler model boyutu ve ¢ozinurlige birlikte duyarl
olanlar, yalnizca model boyutuna duyarli olanlar ve yalnizca ¢6zlnurlige duyarli olanlar seklinde gruplandirnlmisti:
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(Kaynak: “PaliGemma 2: A Family of Versatile VL Ms for Transfer”)
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incelenen benchmark'lardaki puan farklarinin ortalamasi alindiginda, PaliGemma 2'nin PaliGemma'ya gore 224 x 224
¢Ozunurlikte yaklasik 0,65 puan, 448 x 448 ¢ozunurlukte ise yaklasik 0,85 puanlik ortalama artis sagladigi gorulmektedir.

Ancak bu ortalamalar farkli 6lgum metriklerini bir araya getirdiginden genel performans farkini tek basina kesin bicimde
temsil etmez. Bu gorselde yapilan benchmark testlerinin detayli raporlarn bulunmaktadir:
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#par. #char. #sent. NES|

MiniGPT-4 7B 484 5.6 52.3
mPLUG-Owl2 8B 459 4.4 48.4
InstructBLIP 7B 510 4.0 42.6

LLaVA-1.5 7B 395 4.2 40.6
VILA 7B 871 8.6 28.6

PaliGemma 3B 535 8.9 34.3
PaLI-5B 5B 1065 11.3 32.9

PaliGemma 2 3B 529 7.7 28.4
PaliGemma 2 10B 521 7.5 20.3

Table 6 | PaliGemma 2 results for long captioning
on the DOCCI data [69]. Pali* models are mod-
els fine-tuned on DOCCI at 448px?; the other
baselines are instruction-tuned on a broad range
of tasks. Average prediction length in characters
and sentences, and percentage of Non-Entailment
Sentences (NES), measuring factual inaccuracies.

(Kaynak: “PaliGemma 2: A Family of Versatile VLMs for Transfer”)

Makalede PaliGemma 2 gorsel dil modelinin farkli gorsel dil gorevlerindeki performansi incelenmekte ve modelin gesitli
veri setleri ve gorevler lizerindeki basarisi dnceki modellerle karsilastirlimaktadir. Ornegin, uzun ve ayrintili gérsel
betimleme gorevi igcin DOCCI veri seti kullanilarak PaliGemma 2, MiniGPT-4, mPLUG-Ow!l2, InstructBLIP, LLaVA-1.5ve
VILA gibi farkli gorsel dil modelleriyle karsilagtirilmistir. Bu karsilastirmada modellerin Urettigi agiklamalarin ortalama
karakter ve cimle sayilari ile Non-Entailment Sentences (NES) orani, yani gérseldeki bilgilerle uyusmayan cimlelerin orani
degerlendirilmigtir. Sonuglara gore 448px ¢ozunUrlikteki 3B PaliGemma 2 modeli %28,4 NES degerine ulasirken, 10B
modelde bu deger %20,3'e dismektedir. Bu sonuglar, model boyutunun artirilmasinin uzun gorsel agiklamalardaki
olgusal dogrulugu artirabildigini gostermektedir.


https://arxiv.org/pdf/2412.03555

224px? 448px*

Task PGl PG2 PG1 PG2
ATI2D 72.1 74.7 (+2.6) 73.3 76.0 (+2
AOKVOQA-DA (val) 61.1 64.2 (+3.1) 65.7 679 (22
AOKVQA-MC (val) 785  79.7 (+1.2) 803 825 (2.2
ActivityMet-CAP 346 34204 - -
ActivityNer-0A 50.8 51.3 (+0.5) - -
COCO-35L (avg34) 1137 1139 (+0.2) 1158 1158 (+0.
COCO-35L (en) 139.2 1384 (-08) 141.2 1404 (-(
COCOcap 1419 1413 ( 06) 1446 1434 1.2
ChartQA (aug) 74.2 74.4 (+0.2) 88.5 B89.2 [+
ChartQA (human) 40.0 42.0 (+2.0) 54.2 540 (02
CountBenchQA 81.9 Bl1.D(-0.9) 831 B20(-1
DocVOA (val) 378 399 (+21) 741 T36(-05
GOA 65.6 66.2 (+0.6) 67.0 68.1 (+1
InfoVOA (val) 255 2520 03] 370 375 (:0°
MARVL (avgs) 50.6 835 (+2.9) 76.8 BT (45
MSEVTT-CAP 70.5 68.5 (-2.0) - -
MSEVTT-QA 50.1 50.5 (+0.4)

MSVD-0QA 60.2 61.1 (+0.9) - -
NLVRZ 90.0 91.4 | ) B89 91.6 (+2
MNoCaps 121.7 12311 ;1236 1235 (|
OCRNVQA 72.3 7341 ) 74.6 75.7 (+1
OEVOA 63.5 64.2 (+0.7) 63.2 64.1 [+
RSVOQA-hr (rest) 92.6 92.7 (+0.1) 928 Q2.8 (+0.0
RSVOA-hr (test2) 90.6 909 (+0.3) 905 90.7 (+0.2
RSVQA-Ir 92.6 Q3.0 (+0.4) 93.1 02.7 (I
RefCOCO (testA) 75.7 75.7 (+0.0) 779 7.6 [+
RefCOCO (testB) 0.7 71.0 (+0.3) 72.4 73.5 (+1
RefCOCO (val) 734 734 (4000 756 TE3 (4
RefCOCO+ (restA) 71.9 72.7 (+0.8) 74.2 761 (+]1
RefCOCO+ (testB) 645  64.2( 03] 645 67.0(+2.5
RefCOCO+ (val) 683 68.6 (07 698 TR10423
RefCOCOg (test) 68.2 69.0 (+0.8) 71.0 F2.7 (+1
RefCOCOg (val) 67.7 683 (+00) 701 7R3 (422
STVOA (val) 61.6 61.9 (+0.3) 79.7 BO.5 [+l
SciCap 162.3 165.1 (+2.4) 181.5 183.3(+]
ScienceQA 954 961 (+0.7) 95.9 96.2 [+
Screen2Words 117.6  113.3 | 1 1196 114.0 (¢
TallyQA (complex) 69.6 703 (+0.7) 723  73.6(+]
TallyQA (simple) 817 BLE(:01) B4D 853 (4
TextCaps 127.5 127.5(+00) 1539 1521 (-1
TextVOA (val) 59.0  59.6 (+0.6)  T46  T5.2 [+
VATEX 79.7 B0A | ) - -
VAV (minival) 82.1 83.0 (+0.9) 84.6 84.8 (+0.2
ViZWizVQA (val) 73.7 76.4 (+2.7) 75.5 F7.5 (+2.0
WidgetCap 136.1 1381 (+20) 1484 151.4(+3.1
XM3600 (avg3ds) 41.9 42.8 (+0.9) 42.4 43.2 [+l
KM3600 (en) 78.0 79.8 ) 50,0 80.3 (+0.3
xGOA (ave7) 573 58.6 (417 579 60.4(:125

(Kaynak: “PaliGemma 2: A Family of Versatile VL Ms for Transfer”)

Benchmark testlerinde belirli performans diisiisleri de g6zlemlenmektedir. Ornegin Screen2Words gérevinde PaliGemma
1,224 x 224 ¢oziunurlukte 117,6 ve 448 x 448 ¢ozunurlikte 119,6 puan alirken PaliGemma 2 ayni ¢ozunurliklerde sirasiyla
113,3 ve 114,0 puan almistir. Dolayisiyla PaliGemma 2'nin puani her iki gozinurlikte de PaliGemma 1'in altinda
kalmaktadir. Bununla birlikte ¢ézunurligun artirilmasi her iki modelde de performans artisi saglamistir. Bu sonug, Gemma
2 tabanli modele gegisin her gorevde performans artigi saglamadigini gostermektedir.

Uygulanan benchmark testlerine gore hem model ¢ozuntrliglinu hem de model boyutunu artirmanin sagladigi avantajlar
ve dezavantajlar asagidaki tabloda yer almaktadir:
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224py’ 448px*
iB 108 288 iB 108 288

ALZD [40] 47 (20.5) B31(=04) 83.2(x0.7) | T6.0(x02) B44(:x04) 84.6(zx04)
ADEVOA-DA (val) [B1] 64.2(£0.5) 689203} F0.2(£0.2) | 67.9(x03) 708 (05 71.2(x02)
ADEVQA-MC (val) [81] FO7 (=10} BAT (=1.1) 847 (:0.8) | 82.5(x04) 859 (£02) 870 (x0.3)
ActivityNet-CAP [43] 342 (0.3} 359(=05) - - - -

ActivityNet-Qa [107] 51.3 (0.2} 532(=04) - - - -

COCO-35L (avg34) [91] | 1139 (=0.2) 1158 (x0.0) 1165 (£0.1) | 1158 (x0.3) 1172 (x0.1) 1172 (£0.1)
COCO-35L (en) [91] 138.4 (£0.2) 1408 (=0.3) 1424 (+£0.4) | 1404 (£0.4) 1424 (£04) 1423 (x0.8)
COCOeap[51] 1413 (=0.5) 1437 (=0.2) 1440 (x0.3) | 1434 (£0.4) 1450 (£0.3) 1452 (20.4)
ChartQa (aug) [63] 744 (07} 742(=08) 689(+06) | 892(x04) 901 (£05) 851 (x02)
ChartQa (human) [63] 42.0 (£0.3) 484 (=11) 468(£06) | 540(x06) 664 (£05) 61.3 (x0.6)
CountBenchQA [4] L0 (£1.0)  84.0(=1.4) 864 (x1.6) | 82.0(x1.2) 853 (£1.7) 874 (x1.0)
DecVQA (val) [64] 399 (£0.3)  439(=206) 44.9(x04) | ¥3.6(x03) Vo6 (05 F6.l(x04)
GIA[29] 66.2 (£0.3) 67.2(=0.2) 67.3(x0.2) | 68.1(x0.2) 68.3 (£0.3) 683 (x0.1)
InfoVQA (val) [65] 252 (0.2} 33.6(=0.2) 364 (x0.1) | 37.5(x0.3) 478 (£0.2) 46.7 (x0.4)
MARVL {avg5) [52] 835(x0.2) B895(=02) 906(£02) | 827 (x0.3) 891 (£00) 897 (x0.1)
MSRVTT-CAP [101] 68.5 (21.3) 7211(=05) - - - -

MSRVTT-QA [100] 50.5 (0.1}  51.9(=0.1} - - -

MSVD-0i [12] 61.1 (0.2} 625 (=0.2) - - - -

NIVR2 [87] 91.4 (0.1} 939 (=0.2) 94.2(z0.1) | 91.6(x0.2) 93.7 (£0.2] 941 (x0.2)
NoCaps [2] 1231 (0.3} 1263 (£0.4) 1271 (£0.3) | 123.5 (x0.3) 126.9 (+0.1) 127.0 (x0.2)
OCRAQA [67] 3.4 (000 74T (=01) 753 (x0.2) | T5T7(x0.1) TE3 (£01) T6.6 (x0.1)
OEVOA [62] 64.2 (£0.1) 68.0(=0.1) 71.2(£0.2) | 641 (x04) 686 (£05) 706 (x0.2)
RSVQA-hr (rest] [55] 027 (20.1) 926(=00) 927(x0.0) | 92.8(x00) 928 (x01) 92.8(x01)
RSVQA-hr (rest2) [55] 90.9 (0.1} 90.8(=0.1} 90.9(£0.1) | 90.7(x02) 907 (£02) 90.8(x0.1)
REVOQA-Ir [55] 93.0(20.4) 928(=06) 935(£0.2) | 92.7(x08) 931 (£06) 93.7(x04)
RefCOCO (testA) [106] 57 (0.2} FR2(=01) T7e8(:0.1) | T86(x0.3) 797 (x01) 793 (x0.1)
RefCOCO (testB) [106] FLO (0.3} 742(=03) 73.9(z0.1) | 735(x01) 762 (03] 748 (x0.1)
RefCOCO (val) [106] 3.4 (=01} F59(=01) 75.0(:0.0) | TE3(x0.1) TE2(x01) T73(x0.1)
RefCOCO+ (resed) [39] | 727 (20.2) 747 (20.2)  7ie(20.2) | Fo.1(x02) 777 (x02) 76,6 (£0.1)
RefCOCO+ (restB) [39] | 642 (=0.2) 684 (x03) 671(x0.1) | &670(x0.3) 711 (x0.2) 68,6 (£0.1)
RefCOCO+ (val) [39] 68.6 (20.1) 720(=202) 70.3(£0.2) | 721(x03) 744(:01) 72.8(x01)
RefCOCOE (test) [61] 69.0 (£0.2)  F1L9(=201} FO.7(£0.1) | F2F(x01) T48(£01) F3.7(zx01)
RefCOCOg (val) [61] 68.3 (0.3} FL4(=02) 705 (x0.1) | FR3(x0.2) V44 (£01) 730 (x0.1)
STVQA (val) [10] 61.9 (0.1} 643 (=04} 651 (x0.4) | 805 (x£0.1) B2.0(£0.3) 81.8{x0.1)
SciCap [27] 165.1 (0.5} 159.5 (0.7} 156.9 (+1.0) | 1833 (x0.7) 177.2 (x0.3) 1727 (x1.5)
Scienceld [59] 96.1 (£0.3) 982 (=0.2) 98.2(:0.2) | 962 (x0.2) 985 (£02) 98.6(x0.2)
Sereen2Words [95] 1133 (0.8} 1178 (=07) 1228 (x0.5) | 114.0 (£0.5) 1191 (£1.9) 123.4 (x0.8)
TallyQa (complex) [1] 03 (20.3) 7340201} 742(x01) | 736(x02) 76.7(:03) T6.8(x02)
TallyQa (simple) [1] £1.8(£0.1) 832(=01) 834(+01) | 853(x0.1) B62(£01) 857 (x0.1)
TextCaps [82] 127.5 (0.3} 137.9 (=0.3) 139.9(£0.4) | 152.1 (0.3} 157.7 (£0.¥] 153.6 (x0.5)
TextVQA (val) [83] 59.6 (0.3} 640 (=03) 64.7(x0.2) | 752(x02) 766 (x01) 762 (x0.1)
VATEX [97] 808 (=0.4) 827 (=0.5) - - - -

VA2 (minival) [25] 83.0 (0.2} 843 (=0.2) 845(x0.1) | 84.8(x£0.2) 858 (£0.1) 85.8 (x0.2)
VizWizVQA (val) [26] 6.4 (x0.4) 781 (=04) 7A7(x0.2) | TF5(x0.2) 786 (£04) T899 (x0.5)
WidgetCap [49] 138.1 (=07} 1398 (=1.0) 1388 (x0.8) | 1514 (£0.8) 1519 (£0.4) 1489 (x0.7)
XM3600 (avegds) [91] 428 (20.1) 445(=01) 452(£0.1) | 432(x01) 446(£01) 452(x01)
AM3E00 (en) [91] 9.8 (0.7} 807 (£0.3) B81L.O0(£0.9) | 80.3(x08) B15(+£04) 81.0(x0.2)
xGOA (avg?) [73] 58.6 (0.2) 614(=01) 61.1(z0.1) | 604(x0.2) 626 (£02) 621 (x0.3)

(Kaynak: “PaliGemma 2: A Family of Versatile VLMs for Transfer”)

Tablodaki degerleri 3B 224 x 224 temel model Gizerinden karsilastirirsak, performans artiglarinin ortalamasi alttaki tabloda

yer almaktadir. (Eksik deger bulunan benchmarklar ortalamaya dahil edilmemistir.)

Tablo 3. Model boyutu ve ¢oziiniirliik degisimlerinin benchmark performansina etkisi

Karsilastirma Benchmark Ortalama mutlak artis = Ortalama goreceli artis (%)

sayisl (puan)
PaliGemma 2 3B (224%) > 10B (224?) 42 +2,82 +4,48
PaliGemma 2 3B (224%) > 28B (2247 42 +3,08 +4,93
PaliGemma 2 3B (224°) > 3B (448?) 42 +5,25 +8,44

(Tablo 3)


https://arxiv.org/pdf/2412.03555

Model boyutu ve ¢éziiniirlitk artisinin hesaplama maliyetleri ve performansa etkisi nedir?

Ortalama skor artislari baz alindiginda, incelenen benchmark'larda ¢6zUnrligu artirmanin model boyutunu artirmaya
kiyasla daha yuksek performans artisi sagladig gorilmektedir.

e Modeli 3B boyutunda sabit tutarak ¢ozinurligu 224 x 224'ten 448 x 448'e gikarmak, hesaplama maliyetini 4,6 kat
artirmaktadir (Tablo 2).

e  CozUnurligl 224 x 224 olarak sabit tutup model boyutunu 3B'den 10B'ye gikarmak ise hesaplama maliyetini 3,7
kat artirmaktadir (Tablo 2).

Yaklasim Goreceli performans artisi Ek normalize edilmis FLOPs maliyeti Artis / ek maliyet
(katsay1 - 1)
Coziinurlik artisi %8,44 3,6 2,34
Model boyutu %4,48 2,7 1,66
artisi

Ustteki bilgilere gore yapilan cikarimlar:

® Metin ve arayiiz (Ul) odakli gorevler igin ¢oziiniirliik: Optik karakter tanima (OCR), belge okuma (DocVQA) ve
grafik analizi gibi gorsel ayrintilarin 6nemli oldugu gorevlerde yuksek ¢ozinurluk tercih edilebilir. Cozunurlagu
artirmak, hesaplama maliyetini 4,6 katina ¢ikarsa da kiguk metinlerin, ikonlarin ve araylz bilesenlerinin daha
ayrintili islenmesine olanak tanir. Ornegin, masadiistii uygulamalarinda islem yapan veya iiriin demolari kaydeden
otonom yapay zeké ajanlari igin ekrandaki kigik metinlerin ve bilesenlerin dogru algilanmasi 6nemlidir.
WidgetCap ve Screen2Words gibi araylz odakli benchmark'larda ¢ozunurlik artisinin sagladigl kazanimlar bu
acgidan degerlendirilebilir. Bununla birlikte, gozinurluk artisinin her metin veya arayuz gorevinde model boyutunu
artirmaktan daha iyi sonug verecegi varsayilmamaldir; bu tercih ilgili benchmark sonuglarina gore yapilmaldir.

® Genel bilgi ve mantiksal cikarim gerektiren gorevler icin model boyutu: Modelin genel diinya bilgisinden
yararlanmasi veya karmasik iliskileri degerlendirmesi gereken gorevlerde model boyutunu artirmak da performans
kazanci saglayabilir. Ornegin, ScienceQA ve OKVQA gibi benchmark'larda model boyutunu artirmanin etkisi,
¢Ozunurlik artisinin etkisiyle karsilastirilarak degerlendirilmelidir. Buna karsin GQA sonuglarinda 3B modelin
¢OzUNUrligunl 224 x 224'ten 448 x 448'e gikarmak skoru 66,2'den 68,1'e yukseltirken model boyutunu 3B'den
10B'ye gikarmak skoru 67,2'ye yukseltmektedir. Bu da GQA 6zelinde ¢6zunurlik artisinin daha yuksek bir kazang
sagladigini gostermektedir. Ancak bu tek 6rnekten hareketle tum mantiksal gikarim ve genel bilgi gorevlerinde
¢OzUunurlik artisinin daha avantajli oldugu sonucuna varilmamalidir. Model boyutu ile ¢o6zunurlik arasindaki
tercih, gorev bazindaki performans kazanimlari ve hesaplama maliyetleri birlikte dikkate alinarak yapilmaldir.

PaliGemma 2 mimarisi ve teknik detaylari:
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(Sekil: Yazar tarafindan olusturuldu.)

PaliGemma 2 dil modelinde kullanilan mimari yaklasimi, bloklarin tst tste dizilimi seklinde dtusundulebilir. PaliGemma 2,
bir vision encoder ve bir language model bileseninden olusan multimodal bir mimariye sahiptir:

e  SiglLIP 400M Gorintt Modeli (Vision Encoder)
e Gemma 2 (2B, 9B, 27B) Dil Modeli (Language Model)

Model, girilen metinsel (yazi) ve gorsel girdileri islemektedir. Gorsel girdiye SigLIP 400M Vision Encoder ile gomme
(embedding) islemi uygulanir. SigLIP 400M Vision Encoder bir Vision Transformer modelidir ve modele karsilastirmali
egitim (contrastive training) islemi uygulanir.

Oncelikle SigLIP 400M modelinin nasil bir mimaride galistigina gz atalim:

SigLIP 400M - Vision Transformer (ViT)

Position
Encoding

I VY =
BEPCEE Laum o
! I
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ENSESEES  FHEMN = == — (27 layers)
Y. ANEE o ) o
ln=i!;=n "MTTE
LT =
224 %224 x 3 14x14x3 -
(image) (patches) (N =256) Patch embeddings Patch embeddings Contextualized
(N x D) + position encoding embeddings
(N x D) (N x D)

(Sekil: Yazar tarafindan olusturuldu.)

SigLIP 400M Vision Encoder modelinde 6ncelikle gorsel girdi, boyutu 6nceden belirlenmis kernel'ler ile patch'lere ayrilir.
Ornegin, 224 x 224 boyutundaki gérsel girdi 14 x 14 boyutundaki kernel'ler ile islendiginde 16 x 16 olmak lizere toplam 256
patch elde edilir. Patch'lere ayirma islemi convolution (evrisim) islemi ile gerceklestirilir. Ardindan flatten (duzlestirme)
islemi ile her patch kendi embedding vektorine donustirilur ve toplam 256 patch embedding vektoru elde edilir. Position
encoding vektorleri bu patch embedding vektorleri ile toplanarak her patch'e konum bilgisi eklenir. Ardindan elde edilen
vektorler 27 Transformer katmanindan gegirilerek baglamsal embedding vektorleri elde edilir. Bu sayede gorsel veriler, dil
modelinin isleyebilecegi anlamsal vektorlere donustiarilmus olur.



SigLIP 400M Vision Encoder nasil egitilir?
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(Sekil: Yazar tarafindan olusturuldu.)

Gorsel ve metinsel (yazi) girdiler embedding vektorlerine gevrilir ve tum metinlerin tim resimlerle eslesme oranlarini
gosteren bir tablo olusturulur. Sonrasinda tablodaki ttim gorsel ve metin giftleri (eslesen ve eslesmeyen her bir
kombinasyon) uzerinde bagimsiz sigmoid hesaplamalari gergeklestirilir. Ardindan hesaplanan kayip (loss) degerlerinden
elde edilen toplam kayip kullanilarak geriye yayiim (backpropagation) islemi uygulanir ve model egitilir. Gorsel ve metinsel
(yazi) girdilerin karsilastirilmasina dayali bu egitim islemi karsilastirmali egitim (contrastive training) olarak
adlandinlmaktadir.

Cosine similarity between text and image features

a person looking at a camera on a tripod-

a black-and-white silhouette of a horse

a page of text about segmentation

a portrait of an astronaut with the American flag

a rocket standing on a launchpad

a cup of coffee on a saucer

a red motorcycle standing in a garage

a facial photo of a tabby cat

(Kaynak: [PDF] Multimodal datasets: misogyny, pornography, and malignant stereotypes | Semantic Scholar)

Yukaridaki tabloda 6rnek gorsellerin ve 6rnek metinlerin eglesme oranlari yer almaktadir.


https://www.semanticscholar.org/reader/267f1de5ff863ab03f8c48c7ac3df1d422de7c3b

SigLIP 400M Vision Encoder modelinden baglamsal embedding vektoru elde ettik. Peki PaliGemma 2 gorintu dil
modelinde resimden cevaba giden yol tam olarak nedir? Modele girilen metin (prompt), tokenizer ile embedding vektoriine
cevrilmektedir. Sonrasinda girilen metin (prompt) embedding vektori ile SigLIP 400M Vision Encoder modelinin Urettigi
gorsel girdinin embedding vektoru birlestirilmekte ve Gemma 2 dil modeline transfer edilmektedir.
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Language a blue jay perched
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000Be0

(Sekil: Yazar tarafindan olusturuldu.)

Yukaridaki mimaride, PaliGemma 2 gorsel dil modelinde goriintiiden cevaba giden slireg gosterilmektedir. Gorsel girdi,
SigLIP 400M Vision Encoder tarafindan islenerek bir dizi gérsel embedding vektdrine donusturulur. Bu vektorler, lineer
projeksiyon katmanindan gegirilerek Gemma 2 dil modelinin giris boyutuyla uyumlu hale getirilir. Metinsel girdi ise
tokenizer araciligiyla token dizisine donusturulur. Gorsel ve metinsel tokenlar birlestirilerek Gemma 2 dil modeline
aktarilir. Son olarak Gemma 2, bu girdileri kullanarak otoregresif bicimde metinsel bir ¢ikti Uretir.

Yapilan deneylere ve bulgulara iliskin:

PaliGemma 2 goruntl dil modelinde, PaliGemma 1 gorintl dil modelinde daha 6nce derinlemesine uygulanmamis olan
birtakim deneyler ve yeni gérevler uygulanmistir. Ornegin; metin algilama ve tanima, tablo yapisi tanima, molekiiler yapi
tanima, optik mizik notasi tanima, uzun betimleme (caption) Uretimi, uzamsal akil yuritme ve radyografi raporu uretimi
gibi alanlar incelenmigtir. PaliGemma 2, bu gérevlerin birgogunda en Gst dizey (state-of-the-art) sonuglar elde etmistir.
Son olarak, modelin dogrudan cihaz Gzerinde (CPU'da) galigsabilmesi amaciyla diislik hassasiyetli (low-precision)
varyantlarinin benchmark testleri ve analizleri de gerceklestirilmistir.

Modelin uzun ve ayrintili gérsel betimleme basarisi, insan degerlendirmesi ve “Tersine Kanit Cimleleri” (Non-Entailment
Sentences, NES) metrigi Uzerinden incelenmistir. Ayrica Tablo 6’da LLaVA-1.5, VILA ve InstructBLIP gibi farkli glincel
goruntu dil modelleriyle kargilastirma yapilmasi, modelin bu alandaki performansinin degerlendirilmesini
guclendirmektedir. Bununla birlikte, PaliGemma 2’nin DOCCI veri seti Uzerinde fine-tune edildigi, karsilastirilan diger
modellerin ise genis kapsaml gorevler Uzerinde instruction-tuning ile egitildigi belirtilmektedir. Bu nedenle, modeller
arasindaki performans farkinin ne élgiide model mimarisinden, ne 6lgude kullanilan egitim ve fine-tuning kosullarindan
kaynaklandigi tam olarak ayristirllamamaktadir. Daha kontrollu bir karsilastirmada, rakip modellerin de DOCCI uzerinde
benzer fine-tuning kosullarinda degerlendirilmesi, PaliGemma 2’nin uzun ve ayrintili gérsel betimleme konusundaki
gercek Ustlunliglinu daha net ortaya koyabilirdi.

Dil modeli tarafinda yapilan kapsaml 6lgeklendirme analizinin aksine, gortiintl isleme ayaginda sadece SigLIP 400M
modeline bagli kalinmistir. Sisteme entegre edilecek alternatif ve glincel vision encoder modelleriyle yapilacak kiyaslama
testleri, mimarinin gercek potansiyelini cok daha net ortaya koyabilirdi.

Makalede model boyutu ve gorintu ¢ozuntrlaginin transfer performansi Gzerindeki etkileri incelenmis, farkli gérevlerin
bu degiskenlere duyarliliklar karsilastinilmistir. Ayrica Tablo 1'de ve Bolum 4.1.1'de iki 6lgeklendirme seceneginin FLOPs
maliyetleri belirtilmis, Sekil 3'te ise hangi gorevin hangi segenekten kazandigl gruplandirlarak gésterilmistir. Bununla
birlikte makale, farkli benchmark'lardaki goreceli performans kazanimlarini ortak bir maliyet-performans gostergesinde
birlestirmemektedir. Bu galismada Tablo 3'teki ortalama goreceli performans artislari ve hesaplama maliyeti katsayilari



birlikte degerlendirilerek iki 6lgeklendirme segenegi icin yaklasik bir karsilastirma yapilmaktadir. Sonuglar, kullanilan
ortalama hesaplama yontemine ve benchmark kiimesine bagli olarak yorumlanmalidir.



